
基于 EMD-LSSVM 的多尺度混合建模方法及其应用
何 星 1，王宏力 1，刘永志 2，陆敬辉 1，姜 伟 1

(1. 第二炮兵工程大学 自动控制系，陕西 西安 710025；
2. 第二炮兵驻天津地区军事代表室，天津 300308)

摘 要院 激光陀螺漂移时间序列具有非平稳和非线性的特点，单一预测模型难以准确跟踪其变化趋势。研
究了基于经验模态分解(EMD)和最小二乘支持向量机(LSSVM)的多尺度混合建模方法及在激光陀螺漂移
预测中的应用。首先，利用经验模态分解将漂移时间序列分解为多个本征模式分量，在采用具有适当核函

数的最小二乘支持向量机分别对这些分量进行预测后，以加权集成方式得到最终预测结果。最后，将该方

法用于激光陀螺的随机漂移预测中，仿真结果表明：该方法能够准确预测激光陀螺漂移值，取得了比单一

模型更好的预测效果，能够为激光陀螺的漂移补偿、故障预报和可靠性诊断提供参考。
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Abstract: Due to the non鄄linear and non鄄stationary characteristics of laser gyro drift time series, it can
not be predicted precisely by single forecasting model. A hybrid multi鄄scale modeling method based on
empirical mode decomposition (EMD) and least squares support vector machines(LSSVM) was proposed,
and its application in drift forecasting of laser gyro was also studied. Firstly, the drift data was
decomposed into a series of intrinsic mode function via empirical mode decomposition. Secondly, Least
Squares Support Vector Machines predicting models with appropriate kernel functions were constructed to
predict each intrinsic mode function respectively. Thirdly, output of each predicting model were equally
weighted and integrated into one output. In the end, the proposed method was used for laser gyro drift
prediction. The experimental results show that the proposed prediction method which is capable of
forecasting drift data precisely outperforms single Least Squares Support Vector Machines method, and
can provide reference for drift compensation, fault prediction and reliability diagnoses of laser gyro.
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0 引 言

激光陀螺作为捷联惯性导航系统的核心敏感器

件和计算导航信息的基础袁 其精度直接影响到惯性
导航系统的导航精确性遥 随时间积累的随机漂移是
影响激光陀螺精度及可靠性的主要因素袁 同时构成
惯性导航系统的主要误差来源 [1-2]遥 利用激光陀螺历
史漂移时间序列挖掘数据内部的规律袁 建立漂移预
测模型以模拟其中蕴含的可预测其未来行为的内在

成分袁预测并分析激光陀螺随机漂移的变化趋势袁对
于其随机漂移补偿尧故障预报和可靠性诊断的实现尧
提高整个导航系统的精度具有重要的理论和工程应

用价值遥
由于存在量化噪声尧角度随机游走尧零偏不稳定

性尧角速率随机游走等多种随机漂移项袁激光陀螺漂
移表现为典型非平稳尧非线性的时间序列 [3]袁往往包
含多种复杂频率成分遥 目前已有多种针对陀螺漂移
的预测方法袁如时间序列方法 [3]尧神经网络方法 [4]和

支持向量机方法[5]等袁但均为单一模型预测方法遥 研
究表明 [6]袁对于此类变化异常复杂的非线性尧非平稳
时间序列袁使用单一的模型将难以进行有效预测遥 如
果可以寻求一种适当的数据处理方法袁将蕴含多种频
率成分的陀螺漂移时间序列分解为若干个规律性较

强的不同频率子时间序列分量袁并针对其频率特性选
择适当的数学工具建立预测模型袁通过预测子序列使
预测风险分散化袁则能够进一步提高预测精度遥

经验模态分解 [7](Empirical Mode Decomposition ,
EMD)是一种基于信号局部特征的信号分解新方法袁
该方法吸取了小波变换的多分辨的优势袁 同时克服
了小波变换中需要选取小波基和确定分解尺度的困

难袁可以根据被分析信号本身的特点袁自适应定信号在
不同频段的分辨率袁因此更加适用于非线性尧非平稳的
信号分析袁是一种自适应的信号分解方法遥最小二乘支
持向量机 [8] (Least Squares Support Vector Machines,
LS-SVM)袁 建立在统计学习理论的 VC 维理论和结
构风险最小原理基础上袁 根据有限样本信息在模型
复杂性和学习能力之间寻求最佳折衷袁 避免了经典
学习中存在的局部极值尧过学习与维数灾难等困难袁
以获得最好的推广能力袁其优化指标采用平方项袁并
用等式约束代替了标准支持向量机的不等式约束袁

将二次规划问题转变成线性方程组求解袁 大为减小
了计算代价且算法简练袁 已被成功应用于时间序列
预测领域[9-10]遥

文中将经验模态分解和最小二乘支持向量机相

结合袁构造了一种多尺度预测模型遥 首先袁运用经验
模态分解将非平稳的时间序列分解成具有不同特征

尺度的本征模态遥然后袁依据各本征模态的时域和频
域特性袁 自适应选择具有不同核函数的最小二乘支
持向量机建立预测模型袁 以加权求和方式得出综合
预测结果遥最后袁将这种方法应用在某型激光陀螺仪
的漂移预测中袁 并与单一最小二乘支持向量机预测
模型比较袁结果证明这种方法具有更高的预测精度遥
1 经验模态分解(EMD)

EMD 的基本思想认为任何复杂的信号都是由
一些相互不同的尧简单的尧非正弦函数的分量信号组
成遥 因此可从复杂的信号中直接分离出从高频到低
频的若干基本信号袁即固有模态函数(Intrinsic Mode
Function袁IMF)遥 IMF 需满足以下两个条件院(1) 对于
一列数据, 极值点和过零点数目必须相等或至多相
差一点曰(2) 在任意点由局部极大点构成的包络线和
局部极小点构成的包络线的平均值为零遥 这种方法
的本质是通过特征时间尺度获得 IMF袁 然后由 IMF
来分解时间序列数据袁时间序列 x(t)的经验模态分
解算法如下院

(1) 确定 x(t)的所有局部极值点袁将所有极大值
点和极小值点分别用三次样条拟合形成上包络线和

下包络线袁 上下包络线的均值为平均包络线 m1袁将
原数据序列减去可得到一个去掉低频的新数据序列

即 h1(t)=x(t)-m1曰
(2) 判断 h1(t)是否满足 IMF 条件袁若不满足则

将 h1(t)作为原始数据袁重复执行步骤(1)直到 h1(t)满
足 IMF 条件袁记 h1(t)=c1(t)袁则 c1(t)为信号 x (t)的第
一个 IMF分量袁它代表信号 x(t)中最高频率的分量袁
将 c1(t)从 x (t)中分离出来袁即得到一个去掉高频分
量的差值信号 r1(t)袁即有 r1(t)=x(t)-c1(t)曰

(3) 将 r1(t)作为原始数据袁重复步骤 (1)和(2)得
到第二个 IMF分量 c2(t)袁重复 n 次得到 n 个 IMF 分
量遥 经过一系列分解袁x(t)可表示成 n个本征模式分

量 ci(t)和一个余项 rn(t)之和袁即 x(t)=
n

i = 1
移ci(t)+rn(t)袁
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其中 c1(t)到 cn(t)的频率从大到小排列袁而 rn(t)为一
个单调序列遥 因每个 IMF分量代表一个特征尺度的
数据序列袁 故经验模态分解过程实质上将原始数据
序列分解为各种不同特征波动序列的叠加遥
2 最小二乘支持向量机

2.1 最小二乘支持向量机回归
LS-SVM对于给定的训练集(xi袁yi)袁xi沂Rn尧y沂R尧

i=1袁2袁噎袁l袁利用 k(k逸n)维特征空间 F里线性函数院
y(x)=wT (x)+b (1)

来拟合样本集袁其中袁非线性映射 (窑)把数据集
从输入空间映射到高维特征空间袁以便使输入空间中
的非线性拟合问题变成高维特征空间中的线性拟合

问题遥 根据结构风险最小化原理袁综合考虑函数复杂
度和拟合误差袁回归问题可以表示为约束优化问题院

minJ= 1
2 wT窑w+ 1

2 c
l

i = 1
移e2

i

s.t.yi=wT窑 (ci)+b+ei

扇

墒

设设设设设缮设设设设设

(2)

式中院c 为正则化参数曰b为常值偏差遥为了求解上述
优化问题, 把约束优化问题变成无约束优化问题,建
立相应的 Lagrange函数为院

L(a袁b袁w袁e)=J-
l

i = 1
移ai[wT窑 (xi)+b+ei-yi] (3)

式中院ai为 Lagrange 乘子袁对 Lagrange 函数各变量求
偏导并令偏导数为 0袁得到如下方程组院

鄣L鄣w =0圯w=
l

i = 1
移ai (xi)

鄣L鄣ei
=0圯ai=cei

鄣L鄣ai
=0圯wT窑 (xi)+b+ei-yi=0

鄣L鄣b =0圯
l

i = 1
移ai=0

扇

墒

设设设设设设设设设设设设设缮设设设设设设设设设设设设设

(4)

在消去变量 w和 e 后将求解的优化问题转化为求解
线性方程院

0 IT

I +c-1I蓸 蔀 b
a蓸 蔀 = 0

y蓸 蔀 (5)

式中院y=(y1袁噎袁yl)T袁a=(a1袁噎袁al)T袁 ij=K(xi袁xj)袁K(xi袁xj)
为核函数曰I表示单位矩阵遥 因此基于 LS-SVM的回
归函数表达式为院

y赞 (x)=
l

i = 1
移aiK(x袁xi)+b (6)

LS-SVM 仅需确定核函数参数和正则化参数袁
可大为简化模型参数选择过程遥 常见 LS-SVM核函
数包括院(1) RBF核函数院K(x袁y)=exp(-椰x-y椰2/2 圆)袁
为核函数宽度曰(2) 线性核函数院K(x袁y)=x窑yT遥

2.2 超参数优化选择
正则化参数 c 和核函数宽度 的优化选择对

LS-SVM回归模型的学习精度和推广能力起着决定
性作用遥 常用的(c袁 )选择方法有 K-Fold 交叉验证
法 [11] (K -Fold Cross鄄Validation)与留一法 [12] (Leave鄄
One鄄Out, LOO)等遥 K-Fold 交叉验证算法预先给定
一组参数和训练集的一部分样本训练 SVM 得到模
型袁用训练集的另一部分样本测试 SVM 误差袁测试
次数视交叉验证倍数而定袁 以测试集误差均值作为
验证误差袁 最终比较确定最小验证误差对应的参数
即为优化参数曰LOO 算法原理与 K-Fold 交叉验证
算法类似袁同样通过比较训练误差选择优化参数遥但
上述两种算法须先定出优化参数的取值范围或初

值袁同时计算量较大遥 证据框架 [13-14]是由 MacKay 等
提出一种贝叶斯方法框架, 已被成功用于前馈神经
网络学习中袁Kwok 和 Law 等则对贝叶斯方法框架
下的 SVM 分类和回归进行了研究[15-16]遥 与传统的方
法相比袁贝叶斯方法提供了一个严格的理论框架袁可
以让待优化参数自动调整到近最优值袁 而不需要反
复对训练数据集交叉验证袁 且计算量明显小于 K-
Fold交叉验证算法与 LOO算法遥

根据 MacKay 的证据框架理论 , 在 LS-SVM 回
归方法中, 贝叶斯方法推断的基本思想是通过最大
化参数分布的后验概率得到待优化参数的最优解遥
贝叶斯方法推断可分为 3个准则的推断 [14]院准则 1推
断参数 w袁准则 2 估计正则化参数 c袁准则 3 估计核
参数 遥
2.2.1 准则 1推断

假设 H为模型空间袁D 为训练数据集袁对于给定
的模型超参数 =1/c袁由贝叶斯准则得到 w的后验概
率为[14-15]院

P(w|D袁 袁H)邑P(w| 袁H)
l

i = 1
仪P(yi|xi袁w袁 袁H)P(xi|w袁 袁H) (7)

式中院P(w| 袁H)为参数 w的先验分布遥
假设训练数据独立同分布且院
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P(w| 袁H)邑exp - 2 wTw蓸 蔀 (8)

P(yi|xi袁w袁 袁H)邑exp -
l

i = 1
移e

2
i蓸 蔀 (9)

联立公式(8)耀(9)得到 w的后验概率为院
P(w|D袁 袁H)邑exp - 2 wTw-

l

i = 1
移e2

i蓸 蔀 (10)

通过最大化的 w 后验概率(9)式可以得到 w 的
最佳值 wMP遥
2.2.2 准则 2推断

通过最大化超参数 的后验概率 P( |D袁H)得到
正则化参数 c 的最佳值遥 由于院
P( |D袁H)= P(D| 袁H)P( |H)

P(D|H) 邑

P(D| 袁H)邑 2仔蓸 蔀 k
2 乙 exp - 2 wTw-

l

i = 1
移e

2
i蓸 蔀 (11)

令 Ew= 1
2 wTw袁Ee= 1

2

l

i = 1
移e

2
i 袁则院

P( |D袁H)邑( )
k
2

exp(- EMP
w -EMP

e )(2仔)
k
2 det

- 1
2 A (12)

式中院E MP
w 和 E MP

e 分别为 Ew 和 Ee 在 wMP 处的值袁A=
鄣2( Ew+Ee)鄣w2 = 荦2Ew+荦2Ee遥
对公式(12)两边取对数得到院

lnP( |D袁H)=- EMP
w -EMP

e + k
2 ln - 1

2 lndetA+cost (13)

通过最大化 lnP( |D袁H)袁 的最优值 MP可通过

下式求得院
2 EMP

w = (14)

式中院 =k- traceA -1=
N

i = 1
移 i

+ i
为参数的有效数 [13]袁

N(N臆l)为非零特征值数量袁于是通过迭代计算可以
得到 的最优值 MP遥
2.2.3 准则 3推断

通过最大化后验概率 P(H|D)选择最优高斯核参
数 袁假设 P(H)在所有样本上是平坦分布袁得到[14,16]院

P(H|D)邑P(D|H)邑 乙 P(D| 袁H)P( |H)d 邑
P(D| MP袁H)/姨 (15)
对公式(15)两边取对数得到院

lnP(H|D)=- MPE
MP
w -EMP

e + k
2 ln MP

1
2 lndetA- 1

2 ln(k- MPtraceA-1)const (16)

令 lnP(H |D)对高斯核参数 的偏导数为 0袁其
最优值可通过下式求得院

MPaiaj
鄣K鄣 - 1

2traceA-1 trace A-2 鄣K鄣蓸 蔀蓘 蓡 - 1
2 trace

A-1 鄣K鄣蓸 蔀蓘 蓡 - MP
2(l- MPtraceA-1) A-2 鄣K鄣蓸 蔀蓘 蓡 =0 (17)

式中院 鄣K鄣 =exp - (xi-xj)2

2 2蓘 蓡 (xi-xj)2 -3遥

3 基于 EMD和 LS-SVM的混合预测模型

基于 EMD分解的 LS-SVM 多尺度混合预测模
型袁 其基本工作流程如下院(1) 利用 EMD 将原始时
间序列按其内在特性自适应地分解为若干个 IMF和
一个剩余分量曰(2) 根据各分量的时域特征袁 分别采
用不同核函数的 LS-SVM 对其进行预测曰(3) 对各
个分量的预测结果进行等权求和集成为综合预测结

果遥 预测模型结构如图 1所示遥

图 1 混合预测模型结构

Fig.1 Hybrid prediction model structure

4 陀螺漂移预测试验

4.1 预测实例
作为捷联惯导系统核心部件的激光陀螺仪袁其随

机漂移是影响精度的重要因素遥 以建立激光陀螺随机
漂移时间序列预测模型的方式袁实现激光陀螺漂移误
差的有效预测尧对于提高陀螺仪的使用精度具有重要
意义[3-5]遥通过对某型捷联惯导系统中的激光陀螺仪进
行性能可靠性实验袁实验在有温控和隔振基座等较理
想的环境下进行袁 测得 48组激光陀螺仪逐日漂移系
数数据袁去除常值漂移后得到随机漂移遥 前 42组用于
建立预测模型袁后 6组用于预测检验遥

对漂移数据进行 EMD分解袁得到 3个固有模态
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函数 IMFi(i=1袁噎袁3)及一个余项 r4袁结果如图 2 所
示遥漂移数据表现为典型的非线性和非平稳数据袁规
律性不明显且包含有多种复杂成分袁 经验模态分解
则将其按其内在特征自适应地分解为多个规律性强

的本征模式分量遥

图 2 漂移误差数据及其 IMF分量

Fig.2 Drift error data and its IMF components

为便于分析和比较袁 分别采用文中方法和单一
LS-SVM预测方法遥 RBF核是一种典型的局部自适
应核函数袁具有较好的局部自适应能力袁通过调整核
函数宽度袁能够很好地模拟出局部相关性强尧波动较
大的信号曰线性核是一种典型的全局性核函数袁它以
求内积的方式衡量训练样本间的相似性袁 在兼顾局
部差异的同时更加注重时间序列的全局变化趋势袁
适用于变化平缓的平稳信号建模遥 方案 1 采用文中
方法院由于高频分量 IMF1波动性较大且存在一定随
机成分袁 因此选择 RBF核 LS-SVM曰IMF2尧IMF3 和
r4均为低频分量且表现出明显的周期和趋势变化规

律袁因此选择线性核 LS-SVM曰方案 2采用单一预测
方法袁由于漂移时间序列包含多种复杂成分袁因此选
择 RBF核 LS-SVM建立预测模型遥
4.2 实验结果分析

方案 1 中 RBF 核 LS-SVM 超参数贝叶斯方法
优选结果为 c=43.475 6 和 =0.154 2袁 线性核 LS-
SVM正则化参数 c=取为 1伊104 (经大量数值仿真发
现袁对于呈周期和趋势规律变化的时间序列袁在线性
核 LS-SVM 正则化参数取值较大时就能实现高精
度预测袁 因此未采用贝叶斯方法优化)袁 方案 2 中
RBF 核 LS-SVM 超参数贝叶斯方法优选结果为 c=
78.139 2和 =0.051 7袁预测结果如图 3所示遥可见单
一预测模型大致模拟了待预测值的变化趋势袁 但原

偏差序列中的随机尧 周期和趋势等多种成分难以仅
用单一模型精确表达袁 因此其预测值仅做到了与待
预测值总体上近似袁单个预测值仍存在明显误差袁而
文中方法采用对各本征模式分量分别预测的思想袁
将一个复杂问题转化为多个简单问题的集成袁 使预
测风险分散化袁 在兼顾预测精度与建模复杂度的基
础上袁 针对各时间序列分量特点有针对性地建立不
同预测模型袁 从而得到了兼顾全局趋势与局部精度
的预测结果袁较好跟踪了待预测值的变化规律遥

图 3 预测结果比较

Fig.3 Comparison of prediction results

为进一步量化比较文中方法与传统方法的预测

结果袁采用绝对误差 AE尧相对误差 PE尧平均绝对误
差 MAE 和平均绝对百分比误差 MAPE 作为预测效
果评价标准袁其形式分别为院

AE=xi-x軃i PE=|(xi-x軃i)/xi|伊100%

MAE= 1
n

n

i = 1
移 |xi-x軃i|

MAPE= 1
n

n

i = 1
移 |(xi-x軃i)/xi|伊100% (18)

式中院xi为真实值袁x軃i为预测值遥 从表 1数据可知袁使
表 1 预测效果及误差

Tab.1 Prediction results and errors

No. True
value

1 0.4831

EMD+LS-SVM

Predic鄄
tion

value
0.4744

AE

0.0056

PE

1.1667%

LS-SVM

Predic鄄
tion

value
0.5113

AE

-0.0313

PE

6.5208%
2 0.8219 0.801 4 0.0186 2.2683% 0.862 7 -0.0427 5.2073%
3 0.9732 1.000 2 -0.0302 3.11342% 1.087 5 -0.1175 12.113 4%
4 1.2487 1.220 1 0.0299 2.3920% 1.161 7 0.0823 6.5840%
5 1.2856 1.305 8 -0.0158 1.2248% 1.230 9 0.059 1 4.5814%
6 0.9758 1.028 3 -0.0583 6.0103% 1.123 6 -0.1536 15.8351%

MAE 0.026 4 0.081 1
MAPE 2.6959% 8.4737%
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用 EMD 分解域多 LS-SVM集成预测方法的各项误
差明显小于单一模型预测方法袁 预测精度提高了近
两倍袁 其原因在于各个本征模式下的频率成分或波
形变化与原始信号相比更简单袁规律性更强袁从而更
易于预测遥
5 结 论

激光陀螺漂移时间序列是一种典型非线性和非

平稳时间序列袁 利用单一预测模型将难以准确跟踪
其变化趋势遥 文中提出一种 EMD 分解与多 LS -
SVM集成预测方法并运用于激光陀螺漂移预测袁该
方法首先通过 EMD 分解将变化规律异常复杂的时
间序列按其内在特性自适应地分解为多个变化规律

明显的本征模式分量和一个余项袁 最后采用具有适
当核函数的 LS-SVM 分别对这些分量进行预测袁以
加权求和的方式得出综合预测结果遥 仿真结果表明
该方法能够准确预测激光陀螺漂移值袁 取得了比单
一模型更好的预测效果袁能够为激光陀螺漂移补偿尧
故障预报和可靠性诊断提供参考遥
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