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摘　要：目前红外图像广泛应用于各个领域，但受限于探测单元的非均匀性，使得红外图像具有低信

噪比、视觉效果模糊的缺点，严重影响其在高端领域中的应用。常用的去噪算法无法兼顾降噪平滑和

边缘细节的保持，针对这一问题，文中提出了一种基于引导滤波的多分支注意力残差去噪网络。根据

引导滤波原理设计一种引导卷积模块，同时为了兼顾提取浅层和深层特征设计了多分支注意力残差模

组。通过实验证明加入新模块后的网络不仅可以有效地实现红外图像降噪，而且能最大程度地保持图

像中的边缘细节信息，提升视觉效果，同时在 PSRN 和 SSIM 指标上也有良好的表现。
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Multi-drop attention residual infrared image denoising
network based on guided filtering
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Abstract:   At  present,  infrared  images  are  widely  used  in  various  fields,  but  limited  by  the  non-uniformity  of
detector  unit,  the  infrared  image  has  the  disadvantages  of  low  signal-to-noise  ratio  and  blurred  visual  effects,
which seriously affect its  application in advanced fields.  Commonly used denoising algorithms cannot take into
account the smoothing of denoising and the preservation of edge details. In response to the above problems, this
paper proposes a multi-drop attention residual denoising network based on guided filtering. A guided convolution
module  is  designed  according  to  the  principle  of  guided  filtering  and  a  multi-drop  attention  residual  module  is
designed  for  both  the  extraction  of  shallow and  deep  features.  Experiments  have  proved  that  the  network  after
adding  the  new  module  can  effectively  reduce  the  noise  of  infrared  images,  and  can  maintain  the  edge  detail
information in the image to the greatest extent, improve the visual effect, and also have good performance on the
PSRN and SSIM indicators.
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 0    引　言

随着红外设备生产制造技术的成熟，红外成像技

术应用的领域亦越发广泛。红外图像是红外热成像

仪利用探测器将红外辐射能转换成电信号，经放大处

理，转换成标准视频信号在显示器上显示的红外热图

形[1]。由于红外图像是通过“测量”物体向外辐射的热

量获得的，与可见光图像相比具有分辨率差、对比度

低、信噪比低、视觉效果模糊和信息量少等缺点，需

要经过一系列图像处理后，才能获得舒适的视觉成像

效果[2]。其中尤以图像降噪、增强最为重要。红外图

像在成像的各个环节都会受到外界的影响而产生噪

音，如热传导效应及空气的散射，导致图像边缘模糊，

对比度低；温度分布不均匀会引起散斑噪声等。这些

噪音严重影响视觉效果以及后续高级应用的实现，因

此基于红外图像的去噪方法具有重要的研究价值[1, 3−4]。

目前提升红外图像质量的方法主要分为硬件和软件

两种方法[5]。硬件方法多集中在提升探测器材料或者

制作工艺，通过抑制各探测器单元的非均匀性大幅度

提升红外图像的质量，但经济成本较高，研发周期长，

难以广泛应用[6]。因此基于软件的提升方法便成为最

有效的改善方法。

目前常用的图像去噪算法有传统去噪算法和基

于深度学习的去噪算法[7−10]。传统去噪算法是利用噪

声自身特性设计特定的滤波器或者特定模型达到去

噪的效果 [11−13]，代表性的算法有 BM3D(block match-

ing and 3D filtering)[14−15] 算法以及 K-SVD算法[16]。基

于深度学习的去噪算法其本质属于外部先验法 [8, 10]，

与传统的外部先验方法相比，深度学习类算法去噪的

效果要更为突出。2017年，Zhang等[17] 提出的深层卷

积神经网络去噪算法 (denosing  convolutional  neural

networks，DnCNN)[17−20]。该方法引入残差技术，通过

预测残差图像，即预测噪声和潜在干净图像之间的差

异进行去噪。2018年，JingWen Chen等在其文章 [21]

中提出了利用 GAN对噪声分布进行建模，并通过建

立的模型生成噪音样本，与干净图像集合构成训练数

据集，训练去噪网络进行盲去噪 [21]。2018年，Zhang

Kai等人在论文 [22] 中提出了多个降级的超分辨率网

络 (Single  Convolutional  Super-Resolution  Network  for

multipe degradations, SRMD)，通过该算法可以处理多

个退化空间不均匀的退化类型，同时提出的维度拉伸

策略可以满足不同维度的输入。

文中提出一种基于引导滤波的多分支注意力残

差红外去噪网络 (guided-filter denoising network，GFD-

Net)，该网络结合视觉注意力机制 (visual attention)[23]

选择核心单元 (selective kernel unit, SKUnit)[24]，提出了多

分支注意力残差模块 (multi-drop attention resnet, MAR)，

同时根据引导滤波原理设计[25] 了引导卷积模块组件

(guided-filter convolution, GFC)。通过实验证明，相比

现有算法，文中提出的算法在实现红外图像去噪的同

时最大程度保留红外图像的边缘细节，有效提升图像

的视觉效果，并且在峰值信噪比 (peak signal-to-noise

ratio, PSRN)、结构相似性 (structural similarity, SSIM)指

标上取得了较好的表现。

 1    网络原理及结构

红外图像因其特殊的成像方式，往往具有分辨率

小、对比度差、视觉效果模糊等特点。红外图像去噪

过程中不仅需要完成去噪，同时还要最大程度保留红

外图像的边缘细节，有效提升图像视觉效果。因此在

设计 CNN网络时，需要兼顾空间信息和语义信息，通

过空间信息提升图像的整体视觉效果，通过语义信息

保留图像上下文信息以及边缘细节信息。文中根据

上述的要求设计了 GFDNet (guided-filter denoising net-

work)网络。网络的宗旨在于通过引入多分支注意力

残差模块 (multi-drop attention resnet, MAR)和引导卷

积模块 (guided-filter convolution, GFC)，完成多尺度特

征提取和融合，实现端到端的去噪网络。其中 MAR

模块通过空间和通道注意力机制来捕获全局信息 (包

括全局空间信息和全局的上下文信息)，通过 SKNet

模块自适应感受野获取局部信息，以兼顾空间信息和

语义信息；GFC模块以 MAR提取的特征信息和低尺

度的重建特性信息作为输入信息，相较于普通的标准

拼接运算，输入信息更加丰富、多样，同时利用引导滤

波原理在完成去噪功能的基础上最大程度的保留了

图像的边缘细节。

 1.1   多分支注意力残差模块

近年来，深度学习与视觉注意力机制结合的应用

越发广泛。目前常用的视觉注意力机制主要有空间
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域注意力机制 (spatial attention)[26] 和通道域注意力机

制 (channel attention)[27]。

H×W ×C

H×W

Spatial attention表现在图像中就是对特征映射图

中不同位置的关注程度不相同。其数学本质为：针对

大小为 的特征图，一个有效的空间注意力对

应大小为 的矩阵，矩阵中每个元素是特征映射

图相应位置的权重，通过逐像素相乘 (pixel-wise multi-

ply)实现关键位置的标识，如公式 (1)所示：

Ms(F) =σ(conv3×3([AvgPool(F);MaxPool(F)])) =
σ(conv3×3([F s

avg; F s
max]))

σ(·) =F ⊗ sigmoid(conv3×3(·)) (1)

F AvgPool(·)
MaxPool(·) F s

avg

F s
max conv3×3 ⊗

式中： 表示特征映射图； 表示平均池化操

作； 表示最大池化操作，结果分别为 ，

； 表示核为 3×3的卷积操作； 表示逐像素

相乘。

其模块结构如图 1所示。
 
 

Channel-refined

feature F′

Conv layer

[MaxPool, AvgPool] Spatial attention

图 1  Spatial attention 结构图

Fig.1  Diagram of spatial attention structure 

 

H×W ×C

1×1×C

Channel attention注意力机制主要分布在通道中，

表现在图像上就是对不同的图像通道关注程度不同，

其数学本质为：针对大小为 的特征映射图，

一个有效的通道注意力对应一个大小 的矩

阵，矩阵中每个元素是特征映射图对应通道的全部像

素的权重，通过逐通道相乘 (channel-wise multiply)实

现对关键通道的标识，如公式 (2)所示：

zc =Fsq(uc) =
1

H×W

H∑
i=1

W∑
j=1

uc(i, j)

sc =Fex(z,W) = σ(g(z,W)) = σ(W2δ(W1z))
W1 ∈ R

C
r ×C ,W2 ∈ RC× C

r

XC =Fscale(uc, sc) = sc×uc (2)

Fsq H×W ×C

1×1×C Fex

conv

W1

式中： 操作，本质是全局均值池化，使得

的特征映射图转变为 的序列； 操作完成通

道依赖性操作，这里采用了两个核为 1×1的 的操

作代替全连接操作，其中 为降维层参数，降维比例

r W2

Fscale

为 ， 为升维层参数。替代后，整个操作的非线性增

强，可以拟合更复杂的通道间的依赖性，同时减少了

参数量和运算量； 操作表示逐通道相乘操作。

其结构如图 2所示。

2019年，Li Xiang提出了选择核心网络 (selective

kernel network, SKNet)[24]，其设计思想来自于皮质神

经元根据不同的刺激可以动态调节自身的感受野

(receptive field)。整个网络是结合了 SENet (squeeze-

and-excitation networks)、合并和运行映射 (merge-and-

run mappings)以及 attention on inception block思想的

产物。

SKNet网络是一种非线性方法，聚合来自多个卷

积核的信息，以实现神经元的自适应感受野大小。整

个网络由三个操作组成：Split，Fuse和 Select。Split操

作生成具有各种卷积核大小的多个路径。Fuse操作

的基本思想是使用门运算来控制来自多个分支的信
 

H′

C′
W′

X

Ftr
H

C
W

H

C
W

~
X

Fscale(⋅,⋅)

U 1×1×C 1×1×C

Fex(·, W)

Fsq (·)

图 2  Channel Attention 结构图

Fig.2  Diagram of channel attention structure 
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息流。不同分支携带不同尺度的信息流向下层的神

经元，通过门运算实现不同分支信息的整合。这里使

用 Attention运算实现门运算。Select操作使用多个权

重矩阵对不同分支信息流进行加权操作，然后求和得

到最终的输出。以两路分支为例，如公式 (3)所示：

Uc =Ũc+ Ûc

S c =Fgp(Uc) =
1

H×W

H∑
i=1

W∑
j=1

Uc(i, j)

z =F f c(s) = Relu(Norm(s))

ac =
eAcz

eAcz+ eBcz
,bc =

eBcz

eAcz+ eBcz

Vc =ac× Ũ +bc× Ûc , ac+bc = 1 (3)

Uc = Ũc+ Ûc

Ũc Ûc S c,z F f p(·)
H,W

z
F f c(·)

A,B

ac,bc Ũc, Ûc

ac,bc

Vc

式中：  表示 Split操作，生成不同卷积核的

两个路径 和 ； 两个公式表示 Fuse操作；

表示全局平均池化操作； 分别表示特征映射的宽

和高； 表示一个紧凑的特征，其目的是为精确和自适

应选择提供指导； 表示全连接层。最后两个公式

表示 Select操作， 分别表示不同的权重矩阵；

分别表示 的 Attention结果，使用 softmax

运算求解 ，通过紧凑特征 z引导出不同空间尺

度； 为最终的特征映射。

通过公式 (3)可以发现通过 softmax运算，将不同

感受野的信息进行融合，分支中不同注意力产生不同

的有效感受，最终通过加权和的形式实现自适应的感

受野大小。在参考文献 [24]中作者给出模块结构图，

文中不在赘述。

文中提出的 (multi-drop attention resnet，MAR)，采

用并行分支残差结构，整个单元的结构如图 3所示，输入

特征首先进行核为 3×3的卷积运算，再分别执行 channel

attention、spatial  attention和 SKNet三种操作，其次将

chanel  attention和 spatial  attention的运算结果进行

concat操作，再执行核为 1×1的卷积运算，其结果再与

SKNet的运算结果进行 concat操作，并对合并后的结果

执行核为 3×3的卷积运算，最后将 3×3卷积的运算结果

与输入特征进行残差连接，如公式 (4)所示：

F′ =conv3×3(F)
Fca =CA(F′)
Fsa =S A(F′)
Fsk =S K(F′)

O =F + conv3×3([conv1×1([Fca; Fsa]); Fsk]) (4)

F O conv3×3(·)
conv1×1(·)

CA(·) channel attention S A(·)
spatial attention S K(·) SKNet

式中： 表示输入特征图； 表示输出特征图；

表示核为 3×3的卷积操作； 表示核为 1×1的

卷积操作； 表示   运算； 表示

  运算； 表示 运算。

对比标准卷积和空洞卷积运算无法获取全局特

征信息，MAR模块中 spatial attention集中关注于位置

信息，通过最大池化和平均池化得到两个不同的特征

描述，实现特征图在全局空间维度上的压缩；channel

attention可看做是一个特征提取器，主要关注于输入

特征图中有意义的信息特征，更多地可理解为全局上

下文语义特征的提取[28]；上述两种操作更多聚焦特征

图的全局性，而 SKNet具备自适应感受野的能力 [24]，

因此，在不同尺寸的输入特征图中，可较优地获取局

部特征信息，对比于标准卷积和空洞卷积运算 SKNet

更加灵活，适应性更强；同时笔者也注意到上述的三

种运算都不约而同地采用了降维运算，虽然降低了运

算量，但也使得特征的梯度信息明显下降，伴随着多

尺度网络深度的增加，尤其是下采样操作，特征梯度

消失情况也愈发明显，同时全局特征信息也会逐步减

少，因此在模块中使用了残差结构，通过增加上层特

征弥补特征信息，解决特征梯度消失的问题[27]。
 

C

C
X

W
C

H

W

H
W

W

W

H

H

H

X

C

H

W

Conv

Channel attention

Spatial attention

SKNet

C′

C′C′

C′

C Concat

图 3  多分子注意力残差模块结构图

Fig.3  Diagram of multi-drop attention resnet structure 
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 1.2   引导卷积模块

2009年，学者何凯明提出了引导滤波 (guided filter)

并将其应用在暗通道图像去雾算法中 [29, 25]。引导滤

波原理类似于双边滤波，属于可以保持边缘的滤波算

法，如公式 (5)所示：

qi = akIi+bk ∀i ∈ wk (5)

q I ak bk k

wk k

式中： 为输出图像； 为引导图像； 和 是以像素 为

中心的窗口的线性函数的不变系数； 为以像素 为

中心的窗口。对公式 (5)取梯度得到公式 (6)：
∇q = a∇I (6)

I ak

q bk I ak

q ak × I

在一定范围内，当引导图 较为缓和时， 趋近于

0，输出图像 接近于 ，而当引导图 较为陡峭时， 值

变大，输出图像 接近于 。

p a b设真值图像为 ，则系数 和 可以通过线性回归

得方式求解，如公式 (7)：

f (ak,bk) = argmin
∑
i∈wk

(akIi+bk − pi)2 (7)

对公式 (7)进行最小二乘法求解，得到公式 (8)：

E(ak,bk) =
∑
i∈wk

((akIi+bk − pi)2+γak
2) (8)

γak
2式中： 是最小二乘法引入的乘法项。

根据上述公式，文中设计了一种引导卷积模块

(guided filter convolution, GFC)。一般图像被认为具有

低频区域 (low-frequency regions)，即平滑区域或平坦

区域 (smooth or flat areas)和高频区域 (high-frequency

regions)，即边缘和噪声 (lines edges and noise)。在低

fm ∈ Rw×h

w×h fm+1 ∈ Rw1×h1

w1×h1 ∇(·)
fm, fm+1

fm+1 ∇( fm+1)

∇( fm) fm+1 ∇( fm+1)

fm, fm+1 fm+1

Relu(BN(conv(·)))

频区域梯度往往较小，趋近于 0，而高频区域梯度变换

较大，通常是边缘或者是噪声。设 为第 m层

的特征映射图，尺度为 ， 为第 m+1层

的特征映射图，尺度为 ， 表示求梯度函数，

因为 是同一图像不同尺度的特征映射图，具有

相同的梯度趋势。因此当 为低频区域时 趋

近于 0， 也趋近于 0，而当 为高频区域时

会被平滑，达到去噪的效果，与引导滤波原理一致。

但 的尺度不同，因此对 进行上采样操作统

一尺度，同时使用 代替以像素 k为中

心的窗口的线性函数，以增强非线性，更好地拟合每

个特征信息之间的梯度依赖性。其公式如下：

q = f1(·) · f2(·)+ f3(·)
f1(·) = Relu(BN(conv(Ina))) f1 ∈ Rc×w×h

f2(·) = upsample(Relu(BN(conv(Inb)))) f2 ∈ Rc×w×h

f3(·) = Relu(BN(conv(Ina))) f3 ∈ Rc×w×h (9)

Ina ∈ ℜw×h Inb ∈ ℜw1×h1 Ina

w×h Inb w1×h1 R

c

f4(·) = Relu(BN(conv(Ina))) f4 ∈
R(c+c)×w×h f4(·) conv

f4(·) f1(·) f3(·)

公中： ； 对应两路输入特征图；

的尺寸大小为 ； 的尺寸大小为 ； 为空间

区域； 为卷积的输出通道数。为了减少模块的计算量，

对公式 (9)中采用公式

，即将 的 的输出通道数扩大 1 倍，这样就

可以用 代替 、 。公式 (9) 可以变换成公式 (10)：

f1(·) = Relu(BN(conv(Ina)))    f1 ∈ R(c+c)×w×h

f2(·) = upsample(Relu(BN(conv(Inb))))  f2 ∈ Rc×w×h

q = f1(·)[1 : c] · f2(·)+ f1(·)[c+1 : c+ c] (10)

GFC模块的结构图如图 4所示。
 

X

+

X

+

conv+BN+Relu

conv+BN+

Relu

upsample

conv+BN+Relu

upsample

conv+BN+Relu

upsample

Product operation 

Addition operation

 Ina Inb

图 4  引导卷积模块结构图

Fig.4  Diagram of GFC block structure 
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 1.3   网络结构

文中设计的网络结构如图 5所示，整个网络采用

U型编解码形式。

编码网络 (encoder Net)采用双路径的形式，其中

一路为 bottleneck的残差模块形式[30]。通过一系列的

池化操作实现多尺度化，用来快速提取多尺度特征；

另一路采用 MAR+ ASPP模块 (最低层采用  MAR+

conv形式 )[31]，常规 UNet网络中的跳跃连接 (skip

connection)，仅仅是单尺度特征图的转移，无法获取更

多的上下文信息。文中网络充分利用 skip connection，

采用 MAR+ ASPP的形式，以获取更多单尺度特征图

的上下文的空间特征，其中 ASPP模块采用三个空洞

卷积 (dilated convolution，DConv)并联，后接一个卷积

核为 1×1的 conv操作，三个 DConv的空洞卷积系数

分别是 2，4，8，卷积核是 3×3，通过 ASPP模块捕获不

同空洞比例下特征图的上下文特征。

fi

bottleneck( f ) = M( f )+ f M(·)

在图像识别和超分辨率中，残差模块得到了广泛

使用[30]。文中算法在编码网络中引入残差模块。设编

码网络中第 i个 bottleneck模块的输出为 ，bottleneck

模块可以表示为 ，其中 表

示对输入的特征映射图进行卷积，归一化等系列操

fi作；则 可以用公式 (11)表示：

fi =bottleneckki( fi−1) =
M( fi−1)+ fi−1 =

M( fi−1)+M( fi−2)+ fi−2 =
· · · =
i−1∑
j=1

M( f j)+ f0 (11)

随着网络深度的增加，残差模块也在同步增加，

对应的卷积操作也在增加，因此可以提取出更多的不

同尺度的特征信息，学习更多的残差噪音[17,21]。

解码网络 (decoder  Net)的设计上基本遵循了

U型网络的解码网络的设计思，但在不同尺度特征融

合处进行了修改，常规的解码网络只是将低分辨率特

征进行上采样，再与跳跃连接 (skip connection)的特征

进行拼接。这种编码方式聚焦局部特征的重建，无法

兼顾全局的空间信息，虽然可以实现去噪功能，但图

像模糊，边缘细节丢失严重，整体的视觉效果差。针

对上述不足，文中网络在设计解码网络进行了如下的

改变：(1) 在 skip connection中加入了MAR, ASPP模块，

通过 MAR模块中的注意力机制获取更多的全局空间

信息，利用 MAR模块的选择核心 (selective kernel)思

想自适应感受野的特性，提取局部语义信息，同时使
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图 5  GFDNet 结构图

Fig.5  Diagram of GFDNet structure 
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用 ASPP模块获取特征间的关联信息[31]。(2) 使用 GFC

模块取代了拼接操作，将改进后的 skip connection的

输出和低尺度的重建特征图作为 GFC模块的输入，

兼顾了低尺度的语义信息和高尺度的空间信息和关

联信息，保证了特征信息的丰富性和多样性，同时根

据引导滤波特性完成去噪，并保留更多的边缘细节。

 1.4   损失函数

文中网络的损失函数采用混合损失函数的加权

线性和的形式，如公式 (12)所示：

Loss = βLguided + (1−β)Lcontent (12)

Lguided Lcontent

β

β = 0.14

式中： 表示边缘细节损失函数； 表示语义损

失函数； 是一个权重因子，用于平衡两种不同损失函

数，在文中网络中， 。

Lguided

L2

图像降噪后的边缘细节的恢复是整个算法重要

的组成部分，文中网络通过设计的 GFC模块保留图

像的边缘细节，因此边缘细节损失函数 更多是

对 GFC模块重要性的体现，在 1.2节，公式 (7)已经

对 GFC模块的损失函数进行了描述，不难发现公式 (7)

对应为 范数损失函数，如公式 (13)所示：

Lguided = Ll2 =
1
N

∑
p∈P

(x(p)− y(p))2 (13)

x(·) y(·) N

P p

式中： 为预测图像； 为目标图像； 表示样本的

数量； 为图像的尺寸； 为像素位置。

Lcontent语义损失函数对应整个图像的整体信息，

图像降噪算法最基础的要求是保证降噪后的图像与

原图像在整体上保持一致。因此语义损失函数是整

个算法最基础，也是最重要的损失函数之一。文中网

络采用平均结构相似性 (MSSIM)作为语义损失函数，

如公式 (14)所示：

S S IM(x,y) =
(2µxµy+ c1)(2σxy+ c2)

(µ2
x +µ

2
y + c1)(σ2

x +σ
2
y + c2)

MS S IM(x,y) =
1

MN

M∑
i=1

N∑
j=1

S S IM(xi,y j)

Lcontent = 1−MS S IM (14)
µx x µy y σ2

x x σ2
y

y σxy x y M,N

c1 = (k1L)2 c2 = (k2L)2 L = 255 k1 = 0.01

k2 = 0.03

式中： 为 的均值； 为 的均值； 为 的方差； 为

的方差， 为 和 的协方差； 表示样本的数量；

和 为两个常数； ， ，
[32−33]。

将公式 (13)和公式 (14)代入公式 (12)即可得到

最终的损失函数。

 2    实验及分析

 2.1   数据集

当前红外图像噪声数据集较少，常用的方法是在干

净的红外图像中添加的噪声，通过改变噪声水平来丰富

数据集，但现实中的红外图像噪音类型复杂，强度也不尽

形同。因此，此次实验使用了艾睿光电公司提供的红外

图像降噪数据集，该数据集通过各种红外成像仪器进行

数据采集，拍摄了不同时间、不同场景、不同环境下 14 bit

的红外数据，数据集包含 2 000对噪声与干净图像对，图

像的分辨率为 256×192。如图 6所示。
 

 

(a) (b) (c) (d)

(h)(g)(f)(e)

图 6  艾睿红外噪声数据 ((a)、(c)、(e)、(g) 为红外噪声图像，(b)、(d)、(f)、(h) 为红外干净图像)

Fig.6  Iraytek infrared noise data ((a), (c), (e), (g) are infrared noise images, (b), (d), (f), (h) are infrared clean images) 
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σ = 15

为了增加训练样本的多样性，同时还选择了艾睿

公司的 T3热红外模组、FLIR One Pro拍摄了 500张

干净的红外图片，分别对图像增加了 的高斯噪

声以及均值为 0，方差为 0.04的均匀分布的随机乘性

噪声，添加后的数据集数量到达 3 000对图像对。

 2.2   评估指标

目前图像降噪算法的主流定量评估是使用峰值

信噪比 (peak signal-to-noise ratio, PSRN) , 结构相似性

(structural similarity, SSIM)的值来测试去噪效果，定

性评估是使用视觉图形来显示恢复的干净图像[32−33]。

PSRN是一种像素级别的差异，通常用对数分贝

单位表示。如公式 15所示：

PS NR = 20× lg
(

Nmax√
MS E

)
MS E =

1
mn

m−1∑
i=0

n−1∑
j=0

[I(i, j)−K(i, j)]2 (15)

I K i j

Nmax

式中： 和 分别为估计量和被估计量； 和 均为像素

点； 为图形点颜色的最大值，在实验中设为 255。

SSIM指标可以分别从亮度、对比度、结构三个

方面评估退化图像和参考图像之间的相似性，在公式

(14)中有所定义。

 2.3   实验参数

实验参数设置如下：将数据集按 7∶2∶1比例分

为训练样本、验证样本及测试样本。单个图像样本的

分辨率为 256×192，在数据增强上，使用垂直/水平翻

转。采用 Xavier函数初始化卷积权重，优化器 (Optimi-

zer)选择 Adam，学习率 (Learning Rate)设置为 0.000 1，

批次设置  (Batch-Size)设置为 8，迭代次数为 700次，

整个训练用时约为 24小时。网络框架采用 Pytorch

1.8，训练平台为 Inter Core i7-7700HQ CPU@2.80 GHz，

内存为 16 GB，显卡为 NVIDIA GeForce GTX 1050Ti

(4 G)。

 2.4   实验结果分析

整个实验分为损失权重选择实验、有效去噪实验

和消融实验。

(1) 损失权重选择实验

β公式 12中，损失权重 起到了平衡边缘损失函数

和语义损失函数的作用。通过不同权重因子在测试

数据中的 PSRN和 SSIM的指标值，选定合适的权重

因子。实验以艾睿数据集中的 100张数据作为测试

数据，在迭代 200，400次时，分别以 0.1，0.12，0.14，

0.16，0.2，0.25，0.5作为权重因子进行测试。

从表 1中的数值可以发现，权重因子在 0.16和

0.14时 PSRN指标近乎一致，差距较小。而在 SSIM

指标上 0.14时最高，0.16处的 SSIM要略低。因此，

文中选择 0.14作为损失权重因子。

 
 

表 1  损失权重对比表

Tab.1  Comparison table of loss weight
 

Loss weight
200 iteration 400 iteration

PSRN/dB SSIM PSRN/dB SSIM

0.1 15.29 0.372 9 21.69 0.672 9

0.12 15.34 0.384 1 21.83 0.684 1

0.14 15.39 0.400 5 22.24 0.701 3

0.16 15.41 0.399 1 22.29 0.700 4

0.2 15.48 0.373 9 22.01 0.695 4

0.25 15.36 0.371 4 22.11 0.693 2

0.5 15.17 0.369 2 21.78 0.668 9
 
 

(2) 有效去噪实验

为 了 验 证 网 络 有 效 性 ， 选 择 BM3D算 法 [11]、

CBDNet[34]、MIRNet[35]、RIDNet[36] 及 DPIR[37] 进行对

比，训练集采用数据集中的 2 100对作为训练集，

600对作为验证集，测试数据采用两种不同的数据，

艾睿数据集中的 300张； OTCBVS数据集中的 100张

图片。评价指标采用峰值信噪比 (PSRN)和结构相似

性 (SSIM)。实验结果如图 7、8所示，评价指标如表 2

所示。

艾睿数据集对比分析：从表 2中的指标可以看

出，MIRNet的峰值信噪比 (PSRN)最高，RIDNet、DPIR

和文中提出的算法的 PSRN基本一致，略低于MIRNet

算法，CBDNet和 BM3D算法表现的指标数较差；结

构相似性 (SSIM)指标上，所提算法最高，DPIR和

MIRNet算法的指标值略低于文中算法，而 BM3D、

CBDNet及 RIDNet算法的指标值差距较大。通过图 7

观察，CBDNet、RIDNet、MIRNet图中存在着少量噪

点，细节保持较好，而 BM3D明显过度平滑，边缘细节

丢失严重，文中提取的算法很好的平衡了噪点平滑和

细节保留，视觉效果上更加贴近 Groundtruth图像。

OTCBVS数据集对比分析：OTCBVS数据集目前

主要应用与目标检测中，图像噪点较多，视觉效果较
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表 2  有效去噪实验数据对比表

Tab.2  Comparison table of effective denoising experimental data
 

Algorithm Year Iraytek dataset(300) OTCBVS(100)

PSRN/dB SSIM PSRN/dB SSIM
BM3D 2007 27.43 0.781 4 _ _
CBDNet 2019 29.86 0.851 7 27.87 0.776 5
RIDNet 2019 30.67 0.899 3 32.73 0.782 1
DPIR 2020 30.78 0.900 9 32.86 0.783 9
MIRNet 2020 31.52 0.903 2 32.77 0.784 2
Ours 30.71 0.905 7 32.71 0.782 7

 

Noise CBDNet MIRNet BM3D

OursGroundtruth DPIR RIDNet

图 7  艾睿数据集实验结果图，右下角绿色区域为红色区域的放大情况

Fig.7  Experimental results of the Iraytek dataset, the green area in the lower right corner is the magnification of the red area 

 

Noise CBDNet

MIRNet

BM3D

DPIRRIDNet

Ours

图 8  OTCBVS 数据集实验结果图，右下角绿色区域为红色区域的放大情况

Fig.8  Experimental results of OTCBVS dataset, the green area in the lower right corner is the magnification of the red area 
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差，同时 OTCBVS没有 Groundtruth图像，在实验中

以 BM3D算法的结果作为 Groundtruth图像。从指标

中可以看出，RIDNet、DPIR、MIRNet及文中算法在

PSRN和 SSIM指标上基本相近，差异较小。CBDNet

算法表现较差；视觉感受上，从图 8可以发现，CBDNet

算法中的存在明显的噪点，RIDNet，DPIR、MIRNet及

文中算法在去噪效果和细节保持均有不错的表现，但

前三者在整体对比度有所增强。

(3) 消融实验

文中提出的模型以 UNet结构为主体结构，编解

码过程中分别引入 MAR和 GFC两个模块，通过消融

实验，验证新增加的两个模块可以有效的提升 PSRN

和 SSIM指标。

从表 3中的结果可以看出，采用模型 1的方案在

实验中结果较差，PSRN指标仅为 27.96 dB，SSIM指

标为 0.825 3；对比模型 1和模型 5可以清晰的发现，

使用 MAR和 GFC模块后，PSRN和 SSIM指标有了

大幅提升。这也验证了两个模块在红外图像的去噪

中起到了积极的作用。
 
 

表 3  艾睿测试集下消融实验指标对比表

Tab.3  Comparison  table  of  ablation  experiment

indexes under Iraytek testset
 

Model structure
Iraytek testset

PSRN/dB SSIM

Model 1.(UNet + conv + concat) 27.96 0.825 3

Model 2.(UNet + conv + GFC) 28.14 0.843 2

Model 3.(UNet+bottleneck+concat) 28.86 0.862 8

Model 4.(UNet+ bottleneck + GFC) 29.69 0.886 1

Model 5.(UNet +MAR + GFC) 30.71 0.905 7
 
 

通过上述的两个实验证明，文中提出的 GFDNet

网络不仅可以实现降噪功能，而且可以最大程度的保

留红外图像中边缘细节，同时可以有效提升视觉效果。

 3    结　论

针对现有的热红外图像去噪算法，无法同时兼顾

降噪平滑和细节保留的现象,文中提出一种基于引导

滤波的多分支注意力残差深度网络，通过该网络不仅

可以有效的完成红外图像的降噪功能，而且可以最大

程度保留边缘细节信息。降噪后的红外图像更加贴

近人眼的视觉效果。实验结果表明，文中提出的方法

在 PSRN和 SSIM指标上取得了较好的结果。但是该

网络也存在不足，如降噪后的红外图像在整体对比度

上有所下降，图像增强效果不明显等，后续将针对上

述的不足继续深入研究。
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